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 مقاله پژوهشی 

   قیعم یبا شبکه کانولوشن یمحصولات کشاورز یطبقه بند

 بر شاخص محصول  یمبتن

 رضا شکیبا  ، داود عاشورلو، حسین عقیقی، علی اکبر متکان و علی*رضا گیلی   محمد 

 ، دانشگاه شهید بهشتی، تهران، ایراندانشکده علوم زمینمرکز سنجش از دور، 

 

 10/2/1401تاریخ پذیرش:  1400/ 9/ 12 تاریخ دریافت:

. طبقه بندی محصولات کشاورزی با شبکه کانولوشنی عمیق مبتنی بر  1401شکیبا.  ر. گیلی، م.ر.، د. عاشورلو، ح. عقیقی، ع.ا. متکان و ع. 

 . 52- 37.   (: 4) 20محصول. فصلنامه علوم محیطی.  شاخص 

غذایی برعهده دارد،  تهیه نقشه ای که پراکندگی مکانی، وسعت   امنیت  تأمین   در  نقش را  مهمترین  کشاورزی با توجه به اینکه   سابقه و هدف: 
  ،پوشش اراضی کشاورزی در فواصل زمانی نسبتا کوتاه   اراضی و نوع محصولات کشت شده را با دقت بالایی نشان دهد، بسیار ضروری است.

محصولات زراعی روی تصاویر ماهواره ای را به کاری چالش برانگیز مبدل می کند. کمبود    بندیطبقه این موضوع،     ست.و متغیر ا   پویابسیار  

های زمینی وابستگی کمتری دارند و از  به نمونه هایی که  های دارای نقاط کنترل زمینی نیز مزید بر علت است. بنابراین روش یا فقدان داده 

تر خواهند  های گیاهی  برای طبقه بندی محصولات استفاده می کنند، مناسب های فنولوژیک حاصل از سری زمانی باندها و شاخص ویژگی 

روش  از  استفاده  مطالعه  این  از  هدف  کانولوشن  بود.  عصبی  های  شبکه  بر  مبتنی  عمیق   Convolutional Neoural) یادگیری 

Network(CNN))   از طریق استفاده از کانال این شبکه  بهبود عمکرد  بندی محصولات کشاورزی و  های ویژگی محصولات  برای طبقه 

 بعنوان تصویر ورودی به شبکه و افزایش دقت طبقه بندی است. 

برای ناحیه   2019تاریخ مختلف از سال   10در   2- ینلدر این مطالعه از تصاویر باندهای مرئی و فروسرخ نزدیک ماهواره سنت  ها: مواد و روش 

 Cropland Data)های زراعیای واقع در ایالت آیداهو ایالات متحده آمریکا که یک منطقه مهم کشاورزی به شمار می رود و از لایه داده 

Layer)  تلب، سری زمانی باندها ساخته شد و  برای استخراج برچسب نوع محصولات در مزارع نمونه، استفاده گردید. سپس در نرم افزار م

های فنولوژیکی منحصر به فرد برای هر محصول استخراج گردید. در ادامه  برای شناسایی ویژگی   NDVIبا استفاده از آنها پروفیل زمانی  

و برای هر محصول یک  های فنولوژیک هر محصول توسعه داده شده اند، بر روی سری زمانی باندها اعمال گردید  توابعی که بر اساس ویژگی 

استفاده    CNN  های ویژگی به عنوان ورودی به شبکهکانال ویژگی به دست آمد که در دو فرآیند جداگانه، یکبار از باندها و بار دیگر از کانال 
های ورودی و نمونه های زمینی، آموزش دیده و نتیجه عملکرد شبکه در طبقه بندی محصولات زراعی  گردید و شبکه، با استفاده از کانال 

 در سایت تست، مورد مقایسه قرار گرفت.  

که در ناحیه آموزش، با استفاده از  در مرحله اول، سری زمانی باندها، ورودی شبکه کانواوشنی عمیق را تشکیل دادند و شب   نتایج و بحث: 
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های ورودی  و نمونه های زمینی محصولات به عنوان برچسب، آموزش دید. به دلیل همپوشانی  زمانی باندها به عنوان کانال - اطلاعات طیفی 

ناحیه تست، دقت کلی    طیفی محصولات در برخی از دوره های زمانی، آموزش شبکه با خطای نسبتا بالایی همراه بود و به همین دلیل برای

های فنولوژیک برای هر محصول  به دست آمد. در مرحله دیگر، توابعی که به عنوان شاخص   0/ 55)درصد( و ضریب کاپای 69طبقه بندی 

توسعه داده شده بود ، روی سری زمانی باندها اعمال گردید و برای هر محصول، یک کانال ویژگی بعنوان شاخص انحصاری آن محصول، به  

  0/ 82)درصد( و ضریب کاپا به 86های ویژگی، در ناحیه تست اجرا گردید و دقت کلی به ت آمد. آنگاه الگوریتم با استفاده از این کانال دس 

 که نشان دهنده بهبود چشمگیر نتایج در مقایسه با حالت قبل است. ارتقا یافت 

هایی  های ورودی بسیار حساس است و انتخاب کانال نوع کانال شبکه کانولوشنی عمیق برای تشخیص محصولات کشاورزی، به    گیری:نتیجه 

زمانی مناسب برای انواع محصولات، بر دقت آموزش شبکه بسیار تاثیرگذار بوده و می تواند هزینه یا خطای آموزش  _ های طیفی با ویژگی 

 الا ببرد.  شبکه کانولوشنی عمیق را پایین آورده و کارایی آن را در طبقه بندی محصولات گوناگون، ب 

های کانولوشنی  ، ویژگی های فنولوژیک، شبکه  NDVIسری زمانی تصاویر، طبقه بندی، محصولات کشاورزی، پروفیل زمانی    های کلیدی: واژه 

 عمیق. 

 مقدمه

سنجش از دور ، روش   ی از داده ها  ی شتری با ظهور تعداد ب

رو  ای ماهواره تصاویر  بر    ی مبتن  ی ها  نقشه   کرد ی به  غالب 

از نوع   ییشوند و نقشه ها   یم   لی تبد   ن ی از پوشش زم  ی بردار

مق و  وضوح  با  تول   یها   اسی محصول   کنندی م  دی مختلف 

 (Azzari and Lobell, 2017 ) . 

اینکه    به  توجه  را   مهمترین  کشاورزی با   در  نقش 

دارد  امنیت  تأمین  برعهده   Johnston and)  غذایی 

Kilby,1989 ) تهیه نقشه ای که پراکندگی مکانی، وسعت  ،

اراضی و نوع محصولات کشت شده را با دقت بالایی نشان 

برای   برنامه   ی ری گ   م یتصم   ی بان یپشت   ی ها  ستم ی س دهد،  از 

کشاورز   یدولت   ی ها  جمله    یو  غذایی، از  امنیت  برقراری 

 تدارکات انواع   زنجیره   ن ی تأم  ، کشتمناسب  ی  ها طراحی الگو 

 دسترسی به  کودها و ماشین آلات کشاورزی، مورد نیاز نظیر  

، بیمه محصولات کشاورزی،   وضعیت تولید   آمار و اطلاعات 

تنظیم بازار و تعیین قیمت محصولات بسیار ضروری است 

 (Kang et al., 2009; Mingwei et al., 2008; 

Ramankutty et al., 2018 ) .   

 هایانواع پوشش   شتری بر خلاف ب  ی کشاورز  اراضی  پوشش

زمان  ن ی زم  فواصل  در  زیرا   .است   متغیر  ار ی بس،  کوتاه   ی ، 

برداشت،   زراعی   اهانی گ   یفنولوژ  تا  کاشت  دوره  طول  در 

تغ   ن ی چند  اراضی کند.    ی م  ر یی بار  از  بسیاری  همچنین 

کشاورزی در طول یکسال زراعی ممکن است بیش از یک بار 

ه قبل کشت شوند و نوع محصول کشت شده، متفاوت از دور 

و متغیر   پویا بسیار  پوشش اراضی کشاورزی  باشد. بنابراین،  

  ست.ا 

ای، مزارع این موضوع باعث می گردد که روی تصاویر ماهواره 

تقویم  روزهای  از  برخی  در  مختلف  محصولات  به  مربوط 

های زراعی علیرغم تفاوت در نوع محصول، با یکدیگر شباهت 

ط با یک محصول طیفی داشته باشند. همچنین اراضی مرتب

دیم  یا  آبی  متعددی نظیر  به دلایل  نیز  خاص نظیر گندم 

بودن، نوع رقم زراعی، اختلاف زمانی کاشت و شرایط متفاوت 

 آبیاری و خاک، متفاوت ظاهر شوند. 

راداری   تصاویری  ترکیب  از  آلمان،  شمال  در  تحقیقی  در 

های  و اطلاعات متوالی فنولوژیکی زمین  Sentinel-1سنجنده 

نظیر   محصولاتی  نقشه  تهیه  منظور  به  کلزا،  زراعی  ذرت، 

  0/ 8برابر    Fی استفاده گردید و امتیاز  ن ی زم ب ی چغندرقند و س 

در این مطالعه محققین بیان داشتند که افزایش    به دست آمد. 

اختلافات طیفی درون کلاسی)میان یک نوع محصول در مزارع  

شباهت گوناگو  افزایش  همراه  به  انواع  ن(  میان  طیفی  های 

کار   تصاویر    بندی طبقه محصولات،  روی  زراعی  محصولات 

محصولات کشاورزی را به کاری چالش    ای و تهیه نقشه ماهواره 

  ژه ی امر به و   ن ی ا .  ( Bargiel et al., 2017) برانگیز مبدل می کند 

 مشهود  کاملًا  ی ف ی با تعداد محدود باند ط   ی ف ی چند ط   ر ی در تصاو 

. زیرا  ( Esch et al., 2014; Peña-Barragán et al., 2011)   است 
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در   فقط  از    ک ی اگر  نامناسب  ط   ر ی تصو   ک ی زمان    ی ف ی چند 

به شدت محدود    ی ممکن است دقت نقشه بردار   گردد استفاده  

 . ( Shelestov et al., 2017)   شود 

 هی تجز ت کشاورزی بر پایه محصولا  ی نقشه بردار بنابراین در 

چند   های کرد ی توسعه رو  ، مشاهدات سنجش از دور لی و تحل 

توجه قرار گرفته و در مطالعات متعددی از مورد   ار ی بس  ه زمان 

ا   مشاهدات  زمان   یماهواره   یر ی ادگی   یها   مدلدر    هچند 

تصم   ن ی ماش  درخت  تصادف  ، م یاز جمله  و  جنگل   نی ماش ی 

 ;Khatami et al., 2017) استفاده شده است  بان ی بردار پشت

King et al., 2017 ) . 

Zheng et al. (2004)   در  را پشتیبان  بردار  ماشینهای  توانایی 

 داده  قرار  بررسی  آبی مورد  محصولات  مختلف  انواع  تشخیص 

 تصاویر  از حاصل NDVI زمانی سری های داده  از  استفاده  با  و 

  86 %از  بهتر  کلی  دقت  با  را  اصلی  محصول  گونه  3 لندست، 

 زمانی  چند  تصاویر  از پتانسیل استفاده نمودند. آنها  استخراج 

 الگوهای  و محصول انواع  پایش سیستماتیک در را لندست

 اثبات  به  بایر نیمه  و  بایر مناطق  در  طول زمان، در  آنها  کشت 

 گندم  جداسازی  بخش،  ترین مشکل  تحقیق  رساندند. در این 

 دو  این  هم  به  شبیه  رشد  فنولوژیکی  ساختار  به علت  جو  از 

 است. گردیده  محصول عنوان 

 کشت  زیر اراضی  نقشه     Liu et al. (2017)در تحقیقی دیگر 

منبعی، و  چند  چند زمانه و های داده  از استفاده  با  را گندم 

 لندست  تصاویر از آنها .نمودند  تهیه جنگل تصادفی  الگوریتم

 گندم  رشد  طول  زمانی  مقطع  شش در  GF-1 WFV و  8

 غیر  و  گندم کلاس  دو  با  را بندی  طبقه کار  و  استفاده کرده 

 85/0و ضریب کاپای    9/92گندم انجام داده و با دقت کلی 

 نمودند. آنها از  تهیه  را گندم کشت  زیر اراضی  نقشه  درصد 

های (گیاهی  شاخص 12 تعداد  و  تصویر  باند  36  شاخص 

NDVI  و SAVI  ویژگی   48در کل   و زمانی(  مقطع شش  در 

 درخت  تعداد بهینه و گرفته نظر  در الگوریتم ورودی بعنوان  را 

 100 از کیسه،  خارج خطای به توجه  با را تصادفی جنگل

 .زدند تخمین  درخت 

با   ی زمان   ر ی غ  ی پردازش داده ها  یدر اصل برا   ی فوقها مدل   

 یطراح   ه سنجش از دور چند زمان   ی داده ها   ی ابعاد بالا به جا

اند الگوهای   شده  در آنها   یها   ل یدر پروفا   نهفته   ی متوال   و 

طور صر   ی،زمان   ی سر  نم   ح ی به  قرار  استفاده   .رد ی گ  ی مورد 

به ساخت    ن ی بنابرا ساز    ی ها   ی ژگ ی و نیاز  پ  یا دست   شی از 

از آنجا که  .دارند  ی ورود یرها ی شده در مجموعه متغ  ف ی تعر 

ها یا استفاده از توابع از پیش مهندسی دستی و توسعه ویژگی 

شده   دل تعریف  پ  ل یبه  شرا  دها ی بر یه   ده ی چی تنوع   طی ، 

وقت   ی بسیار نور، کار   یپراکندگ   یها   زم ی و مکان   یهواشناس 

تعداد بوده و نیز با توجه به دسترسی به    ز ی و چالش برانگ  ر ی گ 

این   فصل رشد،   انی پا قبل از    ک یفنولوژ   ی ارها ی از مع   محدودی 

ها   د ی ل تو   ی برا  ها روش  مناسب   ی نقشه  فصل  در  محصول 

 .   ( Xu et al., 2020) ند ستی ن 

مهمترین محدودیت طبقه بندی دقیق شایان ذکر است که 

یا  کمبود  وسیع،  مناطق  در  به خصوص  زراعی  محصولات 

داده  برچسب فقدان  دارای  تهیه  های  است.  زمینی   واقعیت 

ی این داده ها که حاوی موقعیت اراضی و نوع بانک اطلاعات 

محصولات کشت شده در آنها است اگر چه برای استخراج 

های فنولوژیک ت، ویژگی طیفی محصولا - پارامترهای آماری 

 طبقه بندی  ی ها مدل آنها و همچنین آموزش انواع مختلف  

نظارتی ضروریست، اما کاری بسیار هزینه بر، زمانبر   ی ر ی ادگ ی 

 . ( Gadiraju and Vatsavai, 2020)و دشوار است 

هایی که به نمونه های زمینی وابستگی کمتری بنابراین روش 

های زمانی های فنولوژیک را از سری دارند و قادرند ویژگی 

 Ashourloo et) تصاویر استخراج کنند مناسبتر خواهند بود  

al., 2020 ) .   نشان داده   ق ی عم  ی ر ی ادگی در    ر ی اخ  ی ها   شرفت ی پ

 ده ی چی پ  توانند روابط  یم عمیق    یعصب   هایاست که شبکه 

از داده ها   ی ا   ,.LeCun et al) با ابعاد بالا کشف کنند   ی را 

 هایی معمار یکی از  ( CNN) کانولوشن  ی شبکه عصب . ( 2015

م  است  ق ی عم  ی ری ادگ ی برجسته   موثر   ی که  طور  به  تواند 

 یژگ ی استخراج و   ی برا  CNNرا پردازش کند.    ی متوال   ی ها داده 

تأیید قرار گرفته اما مورد  ی فی و ط   ی مکان  یچند سطح  ی ها 

 Huang et)به ندرت در دامنه زمانی به کار گرفته شده است 

al., 2018; Zhong et al., 2019 ) . 
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تم در صورت آموزش صحیح شبکه و داشتن دقت این الگوری

مناسب،  بدون نیاز به جمع آوری مجدد نمونه های آموزشی، 

در مناطق دیگر یا در سالهای آتی، می تواند برای تهیه نقشه 

شود   می  استفاده  کشاورزی   ,.Zhong et al) محصولات 

2019b .)   های موجود، بسیار رو در مقایسه با سایر روش   از این

 تر و کم هزینه تر می باشد.سریع 

در دامنه   CNNبنابراین در این مطالعه، با هدف استفاده از  

تر نقشه های مکانی، طیفی و زمانی به منظور استخراج دقیق 

محصولات زراعی، در مرحله اول، سری زمانی تصاویر ماهواره 

شده و با استفاده از نقاط کنترل زمینی،   CNNای، وارد شبکه  

دیده،  بندی   آموزش  طبقه  دقت  و  اجرا  تست  منطقه  در 

گردد. در مرحله دوم، توابع فنولوژیک توسعه داده محاسبه می 

شده برای هر محصول، روی سری زمانی باندها اعمال و یک 

کانال ویژگی بعنوان شاخص انحصاری آن محصول، استخراج 

های ویژگی حاصل، وارد  الگوریتم می گردد. در ادامه، کانال 

CNN    ای، الگوریتم با استفاده و بدون تعیین هیچ آستانه شده

تست،  منطقه  در  و  دیده  آموزش  زمینی،  های  نمونه  از 

های ویژگی، طبقه بندی و نقشه محصولات به همراه کانال 

معیار ارزیابی دقت، ارائه خواهد شد. در پایان هم نتیجه دو 

به  نیاز  لزوم  به  توجه  با  شد.  مقایسه خواهد  هم  با  مرحله 

مکانی ا  پراکندگی  و  وسعت  خصوص  در  دقیقتر  طلاعات 

های مرتبط با تأمین ریزی کشت محصولات مختلف در برنامه 

امنیت غذایی و آمایش کشاورزی، این تحقیق با هدف بررسی 

شاخص  هر تاثیر  برای  شده  داده  توسعه  فنولوژیک  های 

محصول در بهبود عملکرد شبکه کانولوشنی عمیق در طبقه 

ت کشاورزی و در نتیجه دستیابی به اطلاعاتی بندی محصولا 

انجام پذیرفت دقیق  انجام برنامه ریزیهای یاد شده،  تر برای 

می  سایر که  با  مقایسه  برای  و  بعدی  تحقیقات  در  توان 

 های طبقه بندی، از آن بهره جست. روش 

 ها مواد و روش 

 منطقه مطالعاتی 

زمینی،  با   واقعیت  های  داده  بودن  در دسترس  به  توجه 

ایالات   غربی  شمال  در  آیداهو  ایالت  در  واقع  ای  ناحیه 

متحده آمریکا که دارای آب و هوای سرد کوهستانی است   

و از مناطق مهم کشاورزی در آن کشور به شمار می رود،  

دارای   ایالت  آن  است.  شده  گرفته  نظر  در  مطالعه  برای 

ای مانند سیب زمینی، گندم و چغندر    محصولات عمده

قند می باشد. موقعیت جغرافیایی منطقه مورد مطالعه در 

طول   و عرض    113.5تا    112.1محدوده  تا    42.3غربی 

،  موقعیت منطقه مطالعاتی 1شمالی قرار دارد. شکل    43.3

را نشان می دهد: 

 
 محدوده جغرافیایی منطقه مورد مطالعه   - 1شکل  

Fig. 1- Geographical border of the study area



 و همکاران  گیلی
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 تصاویر ماهواره ای مورد استفاده 

ماهواره اینکه  به  توجه  دارای    2-سنتینل  Bو    Aهای  با 

روزه می باشد و در طیفهای مرئی      5زمان بازدید مجدد  

متر تصویر    20و    10رخ، تصاویر با تفکیک مکانی  و فروس

برداری می کند برای پایش مداوم مزارع کشاورزی بسیار  

از این رو در این مطالعه با در نظر گرفتن  مناسب است. 

تصاویر   از  ابر،  پوشش  عدم  و  محصولات  رشد    10دوره 

سال   در  متفاوت  باندهای    2019تاریخ  شامل  میلادی 

فروسرخ نزدیک    (Blue: B, Green: G, Red: R)مرئی و 

(Near infrared: NIR)   تاریخ اخذ  2استفاده شد. شکل ،

تصاویر استفاده شده را بر اساس تعداد روزهای سپری شده  

نشان می دهد:  (Julian Days)از اول سال میلادی

 
 Julian Dayتاریخ اخذ تصاویر استفاده شده بر اساس   - 2شکل  

Fig. 2- Acquisition dates of Images based on Julian Day

 های واقعیت زمینی مورد استفاده داده 

داده  ) لایه  زراعی  لایه  Cropland Data Layerهای  یک   ،)

متر، در    30رستری دارای سیستم مختصات، با اندازه سلول  

هر  که  است  متحده  ایالات  رشد  کشور  بازه  طول  در  ساله 

های با توان تفکیک متوسط مانند  محصولات، از تصاویر ماهواره 

و     UK2  ،Resourcesat-2 LISS-IIIو    Deimos-1  ، 8لندست 

بندی یادگیری نظارتی  با استفاده از روش طبقه    2- سنتینل 

شود. تولید این لایه بر پایه  درخت تصمیم، تهیه و منتشر می 

ماهواره بهره  از  داده گیری  که  است  اپتیکی  زمینی  های  های 

های  مورد نیاز از طریق آژانس خدمات کشاورزی آمریکا و داده 

می  فراهم  آمریکا  زمین شناسی  از سازمان  نیز  شوند  کمکی 

 (Boryan et al., 2011  از این لایه برای استخراج برچسب .)

،  لایه  3نوع محصولات در مزارع نمونه، استفاده گردید. شکل  

دهد: را نشان می    2019های زراعی در سال  داده 

 
 های زراعی ایالات متحده آمریکا لایه داده   - 3شکل  

Fig. 3- Cropland data layer of the USA in 2019 (Sandborn et al., 2019)

 برای محصولات    NDVIبررسی پروفیل زمانی 

تصاویر ماهواره ای،  در مورد   مفیدی اطلاعات    سری زمانی 

ی ها   روش   .می کند محصولات فراهم    ی ک ی فنولوژ  یها   ی ژگ ی و 

بر   برایفنولوژ مبتنی  نقشه    ی  از معمولًا    محصولات،تهیه 

زمانی   مانند  فی ط   ی ها  شاخص سری  گیاهی   NDVIی 

 شاخص)  EVI(،  نرمال شده   تفاضلی  یاه ی پوشش گ   شاخص) 
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گ  شاخص اه ی پوشش  دیگر  و  یافته(  بهبود  پوشش ی  های 

رشد محصولات در طول   ی نشان دادن منحن  ی براگیاهی،  

. ما در (Foerster et al., 2012)استفاده می کنند  رشد فصل 

 ینظر م  به استفاده می کنیم.   NDVIاین مطالعه از شاخص 

میزان این شاخص برای   از  ی جامع زمان  ی بررس  ک ی رسد که 

تواند   یم های مرتبط با نمونه های زمینی محصولات،  پیکسل 

 زمانی- منحصربفرد طیفی   ی ها  ی ژگ ی و  افتنی ما را به سمت  

فیل ، پرو 4. شکل  سوق دهد   انواع محصولات   ص ی تشخ   ی برا 

را برای محصولات مورد مطالعه نشان می دهد.   NDVIزمانی  

شایان ذکر است برای هر محصول، مقدار میانگین شاخص 

شکل  از  که  همانطور  است.  شده  لحاظ  مختلف  مزارع  در 

دوره  فواصل  از  برخی  در  شود  می  مانند مشاهده  رشد  ی 

، مقدار شاخص محصولات مورد نظر، به 200تا    176روزهای  

بسیار نزدیک است و این به معنی همپوشانی طیفی   یکدیگر

میان این محصولات و به عبارت دیگر کاهش واریانس میان 

کلاسی است. از طرف دیگر، محصولی مانند یونجه یا کلزا در 

اراضی مختلف معمولا با یک فاصله زمانی کشت می شوند 

که همین امر باعث می شود که می دهد. بنابراین استفاده از 

 های فنولوژیکی منحصر به فرد برای هر محصول که خص شا 

تفاوت استخراج    یزمان   یها   ل یاز پروفا  بر  های می شوند و 

با سایر محصولات مانند زمان  های فنولوژیکی هر محصول 

های رشد و کاشت، برداشت، گلدهی و اوج سبزینگی، شیب 

از  استفاده  با  توانند  می  دارند  تکیه  تفاوتها  سایر  و  پیری 

این ویژگی روش  یادگیری  توانایی  به هایی که  منحصر  های 

فرد را دارند، برای طبقه بندی و شناسایی محصولات مفید 

این شاخص  از  ما  این مطالعه،  بنابراین در  ها که در باشند. 

کانال  عنوان  به  اند  آورده شده  بعد  به قسمت  ورودی  های 

طبقه   استفاده خواهیم کرد و تاثیر آنها را بر دقت  CNNشبکه  

های زمانی باندهای آبی، بندی در مقایسه با استفاده از سری 

سبز، قرمز و فروسرخ بررسی خواهیم کرد.

 
 محصولات بر اساس تعداد روز از ابتدای سال در منطقه مورد مطالعه   NDVIپروفیل زمانی    - 4شکل  

Fig. 4- NDVI temporal profiles of crops based on Julian Day in the study area

 های مختص هر محصول شناسایی ویژگی 

 گندم/جو 

ویژگی منحصر به فرد گندم/جو در واقع باقیماندن کلش 

این محصولات پس از برداشت است. بنابراین شروط زیر  

روی سری زمانی باندها اعمال شد و یک تصویر یا کانال 

 ن دو محصول به دست آمد: ویژگی برای ای

اوج    -الف  زمان  در  گیاهی  پوشش  شاخص  بودن  بالا 

 سبزینگی  
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زمان  -ب بین  قرمز  باند  مقادیر  تفاضل  بودن  های  بالا 

 برداشت و اوج سبزینگی 

𝜌𝑟𝑒𝑑ℎ) )بنابراین ، مقدار  
− 𝜌𝑟𝑒𝑑𝑃𝐺

𝜌𝑟𝑒𝑑ℎ  که در آن
مقدار    

𝜌𝑟𝑒𝑑𝑃𝐺  بازتاب در باند قرمز در زمان برداشت محصول و
 

است   اوج سبزینگی  زمان  در  قرمز  باند  در  بازتاب  مقدار 

برای کلاس گندم و جو از سایر محصولات بیشتر بوده می  

 (. Gholampur, 2008باشد )

 کلزا 

برای به دست آوردن کانال ویژگی کلزا، شروط زیر روی  

 سری زمانی باندها اعمال شد : 

ز  -الف  در  گیاهی  پوشش  شاخص  بودن  اوج  بالا  مان 

 سبزینگی، 

بالا بودن شاخص طیفی شناسایی محصول کلزا در   -ب 

 دهی نسبت به سایر محصولات  زمان گل

((CanolaIndex = ρNIR Χ (ρRed+ρGreen))    کهρNIR 

 Red بازتابش در باند   ρRedاست،   NIRبرابر بازتابش در باند  

 را نشان می دهد   Green بازتابش در باند ρGreenو 

پایین بودن شاخص پوشش گیاهی در زمان برداشت.   -پ

(Ashourloo et al., 2019 .) 

 یونجه 

با توجه به اینکه یونجه به طور پریودیک برداشت می شود،  

منظور به دست آوردن کانال ویژگی یونجه،  شروط  لذا به

 زیر روی سری زمانی باندها اعمال گردید:

ص پوشش گیاهی در طول دوره رشد  بالا بودن شاخ  -الف 

بالا بودن شاخص طیفی شناسایی محصول یونجه    -و ب

 Alfalfa)در طول دوره کشت نسبت به سایر محصولات  

Feature = ∑ |sd(NDVI)i
n
i=1 رابطه    (| این  در  که 

sd(NDVI)  معادل انحراف معیار NDVI     وn  تعداد ماه-

برداشت  ه آن  در  که  است  رشد محصول  دوره  طول  ای 

 (. Ashourloo et al., 2018گیرد )رت میصو

 سیب زمینی 

زمان اوج سبزینگی این محصول اواسط ماه آگوست بوده و تا 

باندهای    شود. بنابراین با استفاده از اواسط اکتبر برداشت می

توان این محصول را از سایر قرمز و فروسرخ در این زمانها می 

دست آوردن محصولات تفکیک نمود. بدین منظور برای به  

 کانال ویژگی سیب زمینی، روی سری زمانی باندها رابطه

Potatofeature = 
(

1

N
∑ (ρ(t+1)NIR

N−1
t=1 −ρtNIR

))×(ρNIRPG
)

(ρredPG
)(ρNIRh

)
 

ρtNIRکه در آن  
 tمقدار بازتاب در باند فروسرخ در زمان    

ρNIRPGدر طول بازه رسیدن به حداکثر سبزینگی،  
مقدار  

ρredPGزمان اوج سبزینگی و    بازتاب در باند فروسرخ در
 

ρNIRhمقدار بازتاب در باند قرمز در زمان اوج سبزینگی و  
 

می محصول  برداشت  زمان  در  فروسرخ  باند  باشد،  مقدار 

اعمال شد. مقدار این شاخص برای محصول سیب زمینی  

 Ashourlooنسبت به سایر محصولات بیشتر می باشد. )

et al., 2020.) 

 چغندر قند 

ب نگاه  زمانی چغندر در شکل  با  دریافت می    4ه پروفیل 

شود پارامتر طول رشد و سبزینگی بلند مدت این محصول  

عنوان شاخصه شناسایی آن به کار گرفته شود.  می تواند به

روند   ژوئنبرای این محصول از اوسط ماه  NDVIشاخص 

باشد.  افزایشی خود را شروع کرده و تا اواسط اکتبر  بالا می

وجب بالا بودن سطح زیر منحنی سری زمانی  همین امر م

ها در    NDVIاین شاخص و به تبع آن بالاتر بودن مجموع  

با اعمال   این بازه زمانی نسبت به سایر محصولات است. 

ها در طول رشد نسبت    NDVIشروط بالا بودن مجموع  

به سایر محصولات، محدوده زمانی شروع رشد و محدوده 

روی سری زمانی شاخص    زمانی برداشت این محصول بر

NDVI دست به  چغندر  به  مربوط  ویژگی  کانال   ،

 (. Gudarzdashti, 2021آمد)

 شبکه کانولوشنی عمیق  

طبقه بندی تصاویری که در آنها  اطلاعات زمینه ای تصویر  

ها مهم است  یا بعبارت دیگر وابستگی و همسایگی پیکسل

 Multilayer)با روش شبکه عصبی پرسپترون چند لایه  

Perceptron | MLP)  تصویر کردن  برداری  دلیل  به   ،

پیکسل همسایگی  روابط  رفتن  بین  از  و  فاقد ورودی  ها 
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کانولوشنی  بود. شبکه    هددقت مناسب خوا های عمیق 

تصاویر طراحی گردیده  بر روی  کار  اند و دارای سه  برای 

و لایه  (  Poolingادغام)  لایه  ،لایه کانولوشنلایه هستند:  

 . (Fully connected)تماما متصل

  پیش خور . مرحله در این شبکه ها آموزش دو مرحله است

(feed forward  ) و مرحله   (پس انتشارbackpropagation ) .  

  شبکه وارد   ، ورودی به شکل کانال تصویری بهدر مرحله اول

ضرب   شودمی  همان  که  کانولوشن  عملیات    ای   نقطه   و 

و مجموع   تصویر  با  کانولوشن  فیلتر  نظیر  به  نظیر  عناصر 

عملیات لایه   و سپس  اعمال  آن  است روی  نتایج حاصله 

ادغام   شامل  که  ادغام  Max Poolingماکزیمم) ادغام  یا   )

( است روی نتیجه اعمال می  Average Poolingمیانگین )

 ( گامهای  با  ادغام،  و  کانولوشن  فیلترهای    ( Strideگردد. 

سطح   تمام  تا  لغزند  می  ورودی  کانال  روی  شده  تعیین 

 های ویژگی را تولید کنند.  تصویر را پوشش دهند و کانال 

کانال  ادامه،  به یک شبکه  های ویژگیدر  و  ، مسطح شده 

تماما متصل که وظیفه طبقه بندی را برعهده دارد، وارد و  

تابع   اعمال  از  استفاده  با  لایه  آخرین  روی    softmaxدر 

شبکه که همان نتیجه طبقه بندی    نرونهای آن، خروجی

شبکه،  .  شودمی   محاسبه   است خروجی  پاسخ  سپس  با 

مقایسه   خطا) صحیح  تابع  یک  اساس  بر  و   lossشده 

function  ،) گرددمی میزان خطا محاسبه . 

بر  بعدی  مرحله  براساس  در  خطا،  تابع  سازی  بهینه  ای 

آغاز   backpropagation مرحله   ،  میزان خطای محاسبه شده

 شود. در این مرحله گرادیانت هر پارامتر با توجه به قائده می 

chain rule  شود و تمامی پارامترها با توجه به  محاسبه می

یری که بر خطای ایجاد شده در شبکه دارند تغییر پیدا  تاث

-feed مرحله بعدی،  پارامترهارسانی  روزه کنند. بعد از بمی 

forward  شود. بعد از تکرار تعداد مناسبی از این  شروع می

یابد. لازم به ذکر است که  آموزش شبکه پایان می   ،مراحل 

افتمکس  در آخرین لایه این شبکه، از طریق اعمال تابع س 

به   شبکه  ورودی  تعلق  احتمال  لایه،  این  نرونهای  روی 

 کلاسهای مختلف از طریق رابطه زیر محاسبه می گردد: 

(1 ) 𝑃(𝑥 ∈ 𝐴1) =  
𝑒(𝑣1)

𝑒(𝑣1) + 𝑒(𝑣2) + 𝑒(𝑣3) + 𝑒(𝑣4) + 𝑒(𝑣5)
 

به ترتیب برابر جمع وزنی در اولین    𝑣5تا    𝑣1در رابطه فوق  

،  𝐴1، ورودی شبکه و  𝑥تا پنجمین نرون لایه خروجی است.  

کلاس یک می باشد. در واقع تابع سافتمکس هنگام اعمال روی 

، معماری  5شکل  هر نرون، سایر نرونها را نیز در نظر می گیرد.  

این شبکه را نشان می دهد.

 
. به جز لایه خروجی که از تابع  2بر روی یک کانال با اعمال سه فیلتر کانولوشن و ادغام با گام    CNN معماری استفاده شده شبکه  - 5شکل  

 می باشد   Reluاستفاده شده، تابع فعالسازی سایر لایه ها    Softmaxفعالسازی  

Fig. 5- The architecture of used CNN on a channel with three convolution and pooling kernels. The activation function of the 

output layer is Softmax. For Others is Relu

 ادغام کانولوشن ورودی

1024×1 34×1 
6×1 

 لایه مسطح لایه مخفی لایه خروجی

32×32×3 64×64×3 128×128 

𝐴5 :چغندر

 𝐴  

𝐴4 :سیب زمینی  

𝐴3کلزا

 :𝐴  

𝐴1:گندم/جو 

𝐴2:یونجه 
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 نتایج و بحث

شبکه   ورودی  باندها،  زمانی  سری  ابتدا  مطالعه،  این  در 

ناحیه   در  شبکه  و  دادند  تشکیل  را  عمیق  کانواوشنی 

طیفی اطلاعات  از  استفاده  با  به زمانی  -آموزش،  باندها 

های ورودی  و نمونه های زمینی محصولات  عنوان کانال

به عنوان برچسب، آموزش دید و ناحیه تست با استفاده از  

شبکه آموزش دیده، طبقه بندی و به منظور ارزیابی دقت،  

نتیجه با نمونه های تست زمینی مقایسه شد. در مرحله  

ای هر  های فنولوژیک بردیگر، توابعی که به عنوان شاخص

محصول توسعه داده شده بود ، روی سری زمانی باندها  

اعمال گردید و برای هر محصول، یک کانال ویژگی بعنوان  

این   آنگاه  آمد.  به دست  آن محصول،  انحصاری  شاخص 

بدون  کانال  و  شدند  شبکه  الگوریتم  وارد  ویژگی،  های 

اتوماتیک که  ای )بر خلاف روشتعیین هیچ آستانه های 

نقشه محصولات زراعی که نیاز به تعیین آستانه    برای تهیه 

برای هر ویژگی دارند(، الگوریتم مانند حالت قبل آموزش  

های ویژگی، طبقه بندی و نقشه محصولات به دید و کانال 

همراه معیارهای ارزیابی دقت، تهیه و نتایج دو مرحله با 

هم مقایسه گردیدند. نتایج  این فرآیندها، در ادامه به شرح  

 زیر است:  

استفاده از سری زمانی تصاویر ماهواره ای، به عنوان  

   CNNهای ورودی به شبکه کانال 

مربوط به محصولات    NDVIبررسی پروفیل زمانی شاخص  

الگوی  که  داد  نشان  رشد،  دوره  طول  در  نظر  مورد 

سبز تغییر  روند  دیگر  عبارت  به  یا  ینگی  فنولوژیکی 

از مرحله کاشت تا زمان برداشت، در   محصولات مختلف 

از   برخی  در  اگرچه  است  متفاوت  یکدیگر  با  کلی  شکل 

مقاطع زمانی، این الگوها به هم نزدیک می شود. از آنجا  

که با افزایش یا کاهش مقدار سبزینگی در گیاهان، میزان  

  NIRو  Rبازتابش آنها در طول موجهای مختلف خصوصاً 

می کند و نیز با توجه به تفاوت در الگوی رشد آنها،  تغییر  

طیفهای   در  مختلف،  محصولات  با  مرتبط  مزارع  بازتاب 

با   زمانی  مقاطع  از  برخی  در  نزدیک  فروسرخ  و  مرئی 

برای   توان  می  تفاوت  این  از  که  است  متفاوت  یکدیگر 

تفکیک محصولات کشاورزی روی تصویر استفاده نمود. از  

در    2-ماهواره سنتینل  NIRو    B  ،G  ،Rاین رو باندهای  

  10تاریخ مختلف تشکیل چهار سری زمانی هریک با   10

سری این  سپس  شد.  استفاده  هم  باند  با  زمانی،  های 

باندی دادند که از آن بعنوان تصویر   40تشکیل یک تصویر  

استفاده گردید و شبکه با استفاده   CNNورودی به شبکه 

آن آموزش دید. جدول    از این تصویر و نمونه های زمینی

، ماتریس اغتشاش یا ماتریس خطای نتیجه طبقه بندی  1

  7محصولات با استفاده از این شبکه آموزش دیده و شکل  

دقت آموزش و تابع هزینه این آموزش را نشام می دهد.  

نشان می دهند شبکه به    7و شکل   1همانگونه که جدول  

بان با استفاده از سری زمانی  دها، آموزش  خوبی نتوانسته 

ببیند و بتواند محصولات را از هم تفکیک نماید. علت این  

موضوع بواسطه همپوشانیهای طیفی میان محصولات در  

طول فصل رشد است که مانع آموزش مناسب شبکه و در  

با   برابر  دقت کلی  درصد گردیده است.    69نتیجه مقدار 

شاخص از  استفاده  ویژگیبنابراین  و  بتوانند ها  که   هایی 

تباین میان محصولات گوناگون را افزایش و دقت و کارایی  

الگوریتم را بهبود ببخشند ضروری به نظر می رسد که در  

قسمت بعدی به آن پرداخته می شود. 

 ماتریس ابهام مربوط به نتیجه طبقه بندی محصولات با استفاده سری زمانی باندهای طیفی   - 1جدول  
Table 1. Confusion matrix of Crop classification with time series spectral bands 

 
 گندم/جو 

Wheet/Barley 

 یونجه 

Alfalfa 
 چغندر 

Sugar Beet 
 سیب زمینی 

Potato 
 کلزا 

Canola 
 جمع 

Summation 

 گندم/جو 

Wheet/Barley 
88 8 8 2 7 112 

 یونجه

Alfalfa 
14 68 10 10 8 110 
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 ماتریس ابهام مربوط به نتیجه طبقه بندی محصولات با استفاده سری زمانی باندهای طیفی   - 1جدول  ادامه  
Table 1. Cont. Confusion matrix of Crop classification with time series spectral bands 

 گندم/جو  

Wheet/Barley 

 یونجه 

Alfalfa 

 چغندر 

Sugar Beet 

 سیب زمینی 

Potato 

 کلزا 

Canola 

 جمع 

Summation 

 چغندر 

Sugar Beet 
8 15 101 15 4 140 

 سیب زمینی 

Potato 
6 17 17 75 2 117 

 کلزا 

Canola 
30 12 1 3 32 81 

 جمع 

Summation 
145 120 140 105 50 560 

 69 = (بر حسب درصد)دقت کلی
Overal Accuracy(%) = 69 

55 /0  ضریب کاپا  = 

Kappa Coefficient = 0.55 

 

 

 دقت و هزینه مربوط به آموزش شبکه با استفاده از سری زمانی باندهای طیفی   - 7شکل  

Fig. 7- Accuracy and loss amount of training CNN with time series of spectral bands

های ویژگی مختص هر محصول، به  استفاده از کانال 

 CNNهای ورودی به شبکه عنوان کانال 

زمانی   پروفیل  بررسی  از  شناسایی    NDVIپس  و 

محصولات مورد نظر، از قبیل    خصوصیات منحصر به فرد

سطح زیر منحنی رشد، اوج سبزینگی، وضعیت سبزینگی  

محصول در زمان برداشت، شرایط زمین پس از برداشت و  

بخش   در  که  هایی  پرداخت     5-5سایر مشخصه  آن  به 

محصول مورد مطالعه، یک کانال    5شد، برای هر یک از  

های  یکسلویژگی منحصر به فرد، با مقادیر بیشینه برای پ

به سایر محصولات به دست آمد که   آن محصول نسبت 

کانال، تصویر ورودی به شبکه کانواوشنی عمیق را    5این  

ها برای هر محصول به  تشکیل دادند. از آنجا که این کانال

طور انحصاری توسعه داده شده اند و خصوصیات متفاوت 

در  بقیه محصولات  با  مقایسه  در  هر محصول  فنولوژیک 

گرفته شده است اعمال فیلترهای کانولوشن و ادغام    نظر

تری  های طیفی و زمانی متفاوتمنجر به استخراج ویژگی

و   شده  دیگر محصولات  با  مقایسه  در  هر محصول  برای 

محصولات   تواند  می  بهتر  کننده،  بندی  طبقه  شبکه 

مختلف را از یکدیگر تمیز دهد و انتظار می رود این طبقه  

بیش دقت  با  نقشه  بندی،  قبل،  حالت  به  نسبت  تری 

محصولات را استخراج نماید. بنابراین شبکه با استفاده از  

کانال  پیکسل،  این  هر  با  مرتبط  زمینی  های  نمونه  و  ها 

آموزش دید. پس از بررسی دقت آموزش، سایت جنوبی  

که به عنوان سایت تست در نظر گرفته شده بود با استفاده 

و    8دی گردید که شکل  از شبکه آموزش دیده، طبقه بن

. نتایج طبقه بندی را نشان می دهند 2جدول 
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 های ویژگی ماتریس اغتشاش حاصل از نتیجه طبقه بندی محصولات با استفاده از کانال   - 2جدول  
Table 2. Confusion matrix of Crop classification with feature channels 

 
 گندم/جو 

Wheet/Barley 

 یونجه 

Alfalfa 
 چغندر 

Sugar Beet 
 سیب زمینی 

Potato 
 کلزا 

Canola 
 جمع 

Summation 

 گندم/جو 

Wheet/Barley 
124 1 1 1 3 130 

 یونجه

Alfalfa 
5 100 3 4 1 113 

 چغندر 

Sugar Beet 
1 6 125 8 0 140 

 سیب زمینی 

Potato 
0 7 10 91 5 113 

 کلزا 

Canola 
15 6 1 1 41 64 

 جمع 

Summation 
145 120 140 105 50 560 

 86 = (بر حسب درصد)دقت کلی

Overal Accuracy(%) = 86 

82 /0 ضریب کاپا   =   

Kappa Coefficient = 0.82  

 

 
 های ویژگی محصولات با کانال   CNNنتیجه طبقه بندی محصولات توسط شبکه آموزش دیده   –  8شکل  

Fig. 8- Crop classification result by trained CNN with feature channels of crops

نوع   یک  تفکیک  برای  که  مطالعاتی  با  مقایسه  در 

محصول با استفاده از روشهای یادگیری ماشین انجام 

مطالعه   جمله  از   با که   Liu et al. (2017)گردیده 

جنگل تصادفی،   الگوریتمچند زمانه و   هایداده از استفاده

 طبقه در را 85/0درصد و ضریب کاپای    9/92دقت کلی  

گندم به دست آوردند، و نیز   غیر و گندم  کلاس دو  بندی

که   ای  تفکیک    Ashourloo et al. (2020)مطالعه  برای 

  86/0درصد و ضریب کاپای    90دقت کلی  سیب زمینی با  
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درصد    86  انجام دادند، در این مطالعه رسیدن به دقت کلی

کاپای   ضریب  کلاس  0/ 82و  هفت  بندی  طبقه  برای 

محصول و غیر محصول، خود بیانگر کارایی این روش برای  

طبقه بندی محصولات گوناگون است. شایان ذکر است که  

دقت   افزایش  بر  آنها  تاثیر  و  موثرتر  های  شاخص  ایجاد 

طبقه بندی در این روش باید همچنان مورد مطالعه قرار  

 گیرد.

 گیریجهنتی 

مشاهده می کنیم که استفاده    2-6و    1-6با مقایسه بخش  

درصد   17های ویژگی به جای سری زمانی باندها،  از کانال 

ضریب کاپا را افزایش داد که می تواند    0/ 27دقت کلی و  

دقیق نقشه  تهیه  اطلاعات  در  و  آمار  به  دسترسی  و  تر 

غذاصحیح امنیت  با  مرتبط  ریزیهای  برنامه  برای  یی  تر 

شبکه   که  دهد  می  نشان  امر  این  باشد.  مفید  بسیار 

کانولوشنی عمیق برای تشخیص محصولات کشاورزی، به  

کانال  انتخاب  نوع  و  است  حساس  بسیار  ورودی  های 

انواع  -های طیفیهایی با ویژگیکانال  زمانی مناسب برای 

محصولات، بر دقت آموزش شبکه بسیار تاثیرگذار بوده و 

ا خطای آموزش شبکه کانولوشنی عمیق  می تواند هزینه ی

را پایین آورده و کارایی آن را در طبقه بندی محصولات  

گوناگون، بالا ببرد. در این میان نقش پراهمیت داده های  

زمینی نبایستی مورد غفلت قرار گیرد. برچسبهای زمینی  

کانال تاثیر  توانند  می  راحتی  به  ورودی  اشتباه،  های 

د و شبکه را گمراه سازند. شایان ذکر مناسب را از بین ببرن

است که گردآوری داده های زمینی به خصوص در موضوع  

بر و   برداری از محصولات، بسیار وقت گیر، هزینه  نقشه 

روش بنابراین  است.  یادگیری  دشوار  قابلیت  که  هایی 

الگوهای زمانی رشد محصولات را دارا هستند اگر چه برای  

ی از داده های زمینی دارند اما  یادگیری نیاز به حجم بالای

اگر خوب آموزش ببینند وابستگی دوباره آنها به داده های  

زمینی کاهش پیدا خواهد گرد. اگر یک شبکه یادگیری  

می ببیند  آموزش  مناسبی  طور  به  برای  عمیق،  تواند 

سالهای آتی و یا در مناطق دیگر به کار گرفته شود بدون  

ح مجدد  گردآوری  به  نیاز  دادهاینکه  از  بالایی  های  جم 

سایر   با  روش  این  مقایسه  باشد.  داشته  زمینی  واقعیت 

ها، در مناطق مختلفی که محصولاتی  ها یا الگوریتمروش

متفاوت دارند غیر ممکن خواهد بود. برای چنین مقایسه  

ای، نوع، تعداد محصولات و نیز فواصل زمانی استفاده شده  

 اهد بود. در سری زمانی تصاویر بسیار مهم خو
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Introduction: Given that agriculture has the most important role in ensuring food security, it is necessary to 

prepare a map that shows the spatial distribution, land area and type of crops cultivated with high accuracy. 

Agricultural land cover is relatively dynamic and variable at relatively short intervals. This makes it difficult 

to classify crops on satellite imagery. The lack or absence of ground truth data is another cause. Therefore, 

methods that are less dependent on ground samples and use phenological features derived from time series of 

bands and vegetation indices to classify crops will be more appropriate. The purpose of this study is to use 

deep learning method based on convolutional networks to classify the crop types and improve the performance 

of this network by using feature channels as input image to the network and increase the classification accuracy.  

Material and methods: In this study, the visible and near-infrared bands of Sentinel-2 satellite on 10 different 

dates from 2019 for an area in Idaho, USA, as an important agricultural area, and the cropland data layer for 

extracting the crop types ground labels was used. Then, in MATLAB software, the time series of spectral bands 

were constructed and using them, temporal profiles of NDVI for any crop were extracted to identifying the 

unique phenological features of crops. Then, the functions developed based on the phenological characteristics 

of crops were applied to the time series of the bands and a feature channel was obtained for each crop that in 

two separate processes, once bands and once again feature channels were used as input to the CNN and the 

network was trained and the results of network performance on crop classification in the test site, were 

compared. 

Results and discussion: In the first stage, the time series of bands formed the input of the deep convectional 

neural network and the network was trained in the training area, using the tempo-spectral information of bands 
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as the input channels and crops ground samples as the related labels. Due to the spectral overlap of the crops 

in some time periods, network training was associated with a relatively high loss and therefore, for the test 

area, the overall classification accuracy was 69% (percent) and the kappa coefficient was 0.55. In the next step, 

the functions that were developed as phenological features for crops were applied on the time series of the 

bands, and for each crop, a feature channel was obtained as the special feature of that crop. Then the algorithm 

was implemented using these feature channels in the test area and the overall accuracy was upgraded to 86% 

and the kappa coefficient to 0.82 compared to which indicated a significant improvement in the results 

compared to the previous case. 

Conclusion: The deep convolutional neural network is very sensitive to the type of input channels for detecting 

agricultural crops and selecting the channels with suitable tempo-spectral characteristics for different types of 

crops, has a great impact on accuracy of network training and can reduce the loss of training network and 

increase its efficiency in the classification of various crops. 

Keywords: Time series Images, Classification, Agricultural crop, Temporal profiles of NDVI, Phenologic 

features, Deep convolutional Network. 


